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Abstract

Los algoritmos de optimización basados en Cúmulos de
Partı́culas son muy utilizados en el campo de la optimiza-
ción, gracias a que su implementación es sencilla y su con-
vergencia al óptimo presenta una buena performance. Es-
te trabajo presenta un algoritmo novedoso que resulta de
la combinación entre un Cúmulo de Partı́culas y Sistemas
Multiagentes, utilizado para resolver una variante no lineal
del Generalized Assignment Problem cuyo objetivo es opti-
mizar la distribución de caña de azúcar en Tucumán, consi-
derada una de las actividades económicas más destacadas
de la provincia.

Los resultados obtenidos de aplicar dicho algoritmo
sobre un conjunto de pruebas estándar, muestran que es
capaz de encontrar el valor óptimo en todos los casos
manteniéndose siempre en tiempos acotados.

Palabras clave: Particle Swarm Optimization, Siste-
mas Multiagentes, GAP no lineal.

1. Introducción

El presente trabajo es una continuación de un trabajo pre-
vio presentado por los mismos autores [17]. En dicho traba-
jo se introdujo una variante no lineal de un problema co-
nocido, el Generalized Assignment Problem (GAP), se pre-
sentó un conjunto de instancias de prueba junto con sus re-
sultados óptimos, para que sirva como referencia a futuros
algoritmos que se prueben sobre el problema, y se hizo una
modelización del problema utilizando un enfoque organiza-
cional de Sistemas Multiagentes.

Considerando esos antecedentes, en este trabajo se expo-
ne un algoritmo heurı́stico como forma de encontrar solu-
ciones al problema planteado. El algoritmo propuesto es un
algoritmo de Optimización mediante Cúmulo de Partı́culas
(Particle Swarm Optimization o PSO) en su versión Bina-
ria. El algoritmo resulta un hı́brido entre un algoritmo PSO
Binario y un Sistema Multiagentes (SMA), aplicado a una
variante no lineal del GAP, y que tiene como objetivo la
optimización de la distribución de la caña de azúcar en la
provincia de Tucumán, Argentina.

Con ese algoritmo hı́brido se realizan las pruebas sobre
el conjunto de instancias mencionado anteriormente, y se
comparan los resultados obtenidos, verificando que el algo-
ritmo propuesto encuentra las soluciones óptimas, en tiem-
pos razonables.

El trabajo se estructura de la siguiente manera. A conti-
nuación, en la sección 2 se realiza una descripción del GAP,
de la variante a resolver, y de trabajos sobre PSO basados
en Sistemas Multiagentes. En la sección 3 es descripto con
detalles el algoritmo de PSO implementado, y en la sección
4 se explica la metodologı́a de pruebas utilizada, y los re-
sultados obtenidos.

2. Trabajos relacionados

Esta sección se divide en tres partes: en la primera de
ella se detallan trabajos vinculados al GAP, su definición,
sus variantes y algoritmos propuestos para resolverlos; lue-
go se hace un breve repaso de nuestra variante del proble-
ma; finalmente, se detallan trabajos sobre PSO basados en
Sistemas Multiagentes.



2.1. GAP: definiciones y variantes

Como ya mencionamos anteriormente, el problema es
una variante del Generalized Assignment Problem (GAP),
que es definido en [6] como “un problema de optimización
combinatoria bien conocido, NP-completo, que consiste en
encontrar la asignación de tareas a agentes que genere mı́ni-
mos costos, de manera que cada tarea es asignada a exacta-
mente un agente, sujeto a la capacidad de dicho agente”.

Una manera de representar el problema es mediante la
notación empleada en [34]: n representa el número de agen-
tes (para nuestro problema, ingenios) y m el número de
tareas (parcelas) que pueden ser asignadas a los agentes.
Cuando una parcela i es asignada al ingenio j se expresa
como xij , y se genera un costo cij o un beneficio pij aso-
ciado a dicha asignación. Además, cada ingenio tiene una
capacidad máxima bj , y una parcela i le aporta una canti-
dad de producción expresada como aij . El GAP busca en-
contrar una asignación de todas las parcelas en los ingenios,
de manera que la suma de las producciones aportadas por
todas las parcelas asignadas a un ingenio no exceda la capa-
cidad máxima del mismo, y el costo total de la asignación
sea mı́nimo, manteniendo siempre que cada parcela debe
ser asignada a un único ingenio.

El GAP es un problema NP-hard [9] y el problema de
saber si existe una solución válida es NP-completo [18]. En
la literatura pueden encontrarse muchos algoritmos deter-
minı́sticos y heurı́sticos desarrollados [5, 18, 19, 21, 31, 30,
34] y también diversas variantes, entre las que se toman re-
levancia por estar relacionadas con este trabajo las siguien-
tes: el Minimum Quantity GAP [13] donde la capacidad de
un ingenio tiene una cota mı́nima; el Multi-resource GAP
[16] en el que más de una recurso es asignado a cada inge-
nio; yel Additive Non-Linear GAP [23] en el que se añade
un término no lineal a la función, entre otros [4, 8, 15, 22].

2.2. Variante no lineal del GAP: breve re-
paso

A pesar de todas las variantes del GAP analizadas, nin-
guna es suficiente para modelar correctamente el problema
planteado, porque el mismo posee las siguientes diferen-
cias:

Cada ingenio posee una capacidad mı́nima.

Existen deterioros o pérdidas de materia prima en los
ingenios.

La mayorı́a de los ingenios en Tucumán alcanzan su
rendimiento pico al trabajar entre 60% y 95% de su
capacidad máxima teórica.

La eficiencia de un ingenio depende de manera no li-
neal del régimen de trabajo al que se ve sometido.

El modelo se limita a manejar la distribución de la pro-
ducción de un solo dı́a.

Por lo tanto, la variante del GAP introducida en [17] que-
darı́a expresada de la siguiente manera:

maximizar Z(X) =

n∑
i=1

m∑
j=1

pijxijhj

(
n∑

i=1

aijxij

)
(1)

sujeto a:

dj ≤
n∑

i=1

aijxij ≤ bj j = 1, . . . ,m (2)

m∑
j=1

xij = 1 i = 1, . . . , n (3)

xij =

{
1, si parcela i es asignada a ingenio j
0, en otro caso. (4)

Donde:

Z(X) es la eficiencia global del sistema.

aij es la producción en toneladas que la parcela i en-
trega al ingenio j. Depende del ingenio j para modelar
las pérdidas ocasionadas por el ingenio mismo o por
las rutas.

dj es la capacidad mı́nima que necesita el ingenio para
mantener su producción.

hj representa la eficiencia a la cual se encuentra traba-
jando el ingenio j, en función del porcentaje de su ca-
pacidad máxima. La función hj utilizada fue una cur-
va gaussiana con una media en 0,85 y una desviación
estándar de 0,25 definida para el intervalo [0.30, 1.00],
y con el valor cero fuera de tal intervalo.

2.3. Uso de PSO en Sistemas Multiagen-
tes

Los Sistemas Multiagentes han demostrado en las últi-
mas décadas su enorme potencial abordando una amplia ga-
ma de problemas que va desde la robótica hasta la resolu-
ción de problemas distribuidos, entre otros [29]. El agente
es el componente principal del paradigma, puede ser consi-
derado como una entidad fı́sica o virtual con un alto grado
de autonomı́a, independiente, capaz de cooperar, competir,
comunicarse, actuar flexiblemente y ejercer control sobre
su comportamiento dentro del marco de sus objetivos. Es-
tas entidades evolucionan dentro de un ambiente al cual son
capaces de percibir y modificar. En contraste, un sistema
multiagentes está caracterizado por múltiples agentes inte-
ligentes que interactúan entre sı́ para alcanzar objetivos que
pueden ser compartidos o no entre los agentes [28].



Existe en la literatura pocos ejemplos del uso de algorit-
mos PSO junto a Sistemas Multiagentes. A continuación se
describirán brevemente los trabajos que consideramos más
significativos sobre el tema.

La distribución de energı́a reactiva en sistemas de poten-
cia es un problema de optimización combinatorio comple-
jo que involucra restricciones no lineales y discontinuas. El
método que propone Zhao [33] integra exitosamente los Sis-
temas Multiagentes y los algoritmos PSO, a los que deno-
mina MAPSO (Multiagent-based Particle Swarm Optimiza-
tion), y fue desarrollado para determinar la solución óptima
global de alta calidad (o cercana a la óptima) del proble-
ma. El algoritmo fue sometido a pruebas usando los casos
de pruebas de la IEEE1, Sistema de Energı́a 30-bus y 118-
bus, cuyos resultados demostraron converger en las mejores
soluciones mucho más rápido que los enfoques previos pro-
puestos para este tipo de problema.

Para los problemas de ubicación y recuperación de obje-
tivos en ambientes desconocidos mediante robots automáti-
cos, Pugh [20] presenta un algoritmo multi-robot inspirado
en los PSO que permite minimizar el proceso de búsqueda,
el cual es virtualmente un Sistema Multiagentes dado que
cada robot es autónomo e interactúan entre sı́ para cubrir
todo el espacio de búsqueda. El autor destaca los beneficios
de un sistema multi-robot por sobre un mecanismo basado
en un único robot: masificación de la búsqueda gracias al
paralelismo, decremento significativo de los tiempos de lo-
calización de objetivos, mejora de la robustez contra fallas
debido a la redundancia, y por último, presenta una buena
escalabilidad de rango y robustez por cada nuevo agentes
que se agrega.

En el trabajo realizado por Wang en [27], propone un
nuevo sistema de control el cual toma en consideración as-
pectos de la gestión de comfort y la energı́a aplicados al
campo de la domótica. Está basado en un sistema multi-
agentes jerárquico usado para construir el sistema de con-
trol multicapas. En este problema en particular, el PSO es
utilizado para optimizar el conjunto de puntos para dicho
sistema.

Por último, Kumar en [14] propone un nuevo algoritmo
conocido como HMAPSO (Hibryd MultiAgent-based Par-
ticle Swarm Optimization) diseñado para resolver el pro-
blema económico de la distribución de la energı́a. Dicho
algoritmo es el resultado de la combinación de los SMA, un
algoritmo PSO y el proceso de toma de decisión de las abe-
jas. Para demostrar la robustez, velocidad y precisión del
algoritmo, los autores, realizan una comparativa con otros
PSO similares con exactamente las mismas restricciones
quedando demostrado, en todos los casos, la efectividad del
HMAPSO.

Al igual que los trabajos anteriores nuestro enfoque re-
presenta un nuevo hı́brido entre un algoritmo PSO básico,
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un sistema multiagentes y una heurı́stica variante no lineal
del Generalized Assignment Problem.

3. Algoritmo propuesto

En esta sección se describirá el algoritmo hı́brido plan-
teado. Para ello, primero se explicarán generalidades de
PSO definiendo sus componentes y comportamientos, luego
se describirá su variante binaria, mostrando un pseudocódi-
go; y finalmente, se detallará su vinculación con los Siste-
mas Multiagentes.

3.1. Generalidades de PSO

El algoritmo de Optimización mediante Cúmulo de
Partı́culas (Particle Swarm Optimization o PSO) [11], es un
algoritmo bioinspirado, que se basa en una metaheurı́stica
inspirada en una analogı́a con el comportamiento social de
ciertas especies, como el vuelo de las bandadas de aves o
el movimiento de los bancos de peces, y se ha populariza-
do gracias a su rapidez de convergencia y la simplicidad de
su implementación. En los últimos años surgieron diversos
trabajos en los que se utilizan PSO en el campo de la op-
timización tradicional [10], en optimización multiobjetivo
[32], y en optimización dinámica [2, 3], entre otros.

PSO es un algoritmo basado en población, pero no es un
algoritmo evolutivo, porque carece del proceso de selección
caracterı́stico de estos. En PSO, un determinado agente (o
partı́cula) representa una posible solución al problema a re-
solver, forma parte de un conjunto de agentes de similares
caracterı́sticas, y debe tomar decisiones sobre su comporta-
miento. Estas decisiones se realizan teniendo en cuenta un
componente individual de cada agente, que representa los
resultados de sus exploraciones anteriores, y un componen-
te social que indica cómo influyen en el agente el resto de
los individuos del conjunto. Mediante estos factores, se de-
termina una dirección hacia dónde debe moverse el agente,
para alcanzar una nueva posición dentro del espacio de so-
luciones del problema.

Es importante destacar que en PSO se utiliza una po-
blación de tamaño fijo, que el espacio de soluciones se en-
cuentra definido de antemano y que no se permite que los
agentes se desplacen fuera del mismo, y que las partı́culas
están constantemente en exploración.

Adicionalmente, también es importante notar que PSO
es una metaheurı́stica que hace muy pocas suposiciones con
respecto al problema que se busca resolver y es capaz de
buscar en espacios de soluciones muy grandes. Pero como
contrapartida, debe mencionarse que metaheurı́sticas como
PSO no garantizan que se alcance la solución óptima al pro-
blema.

En su aspecto más general, cada partı́cula está compuesta
por los siguientes elementos:



Un vector Xi que almacena la posición actual de la
partı́cula en el espacio de búsqueda.

Un vector pBesti que almacena la mejor solución en-
contrada por la partı́cula hasta el momento.

Un vector de velocidad Vi que almacena la dirección
según la cual se moverá la partı́cula.

El valor fitness xi que indica cuan buena es la solu-
ción actual.

El valor fitness pBesti que indica el valor de la me-
jor solución encontrada hasta el momento.

La población se inicializa generando aleatoriamente las
posiciones y las velocidades iniciales de las partı́culas. Lue-
go, siguiendo un proceso iterativo, las partı́culas comienzan
a moverse por el espacio de búsqueda hasta encontrar una
nueva posición. Con esa nueva posición, se calcula y actua-
liza su valor fitness xi, y si este valor es mejor que el me-
jor encontrado hasta el momento, se actualizan los valores
de pBesti y fitness pBesti.

En cada iteración, la velocidad de cada partı́cula se ac-
tualiza utilizando la Ecuación 5, en la que se distinguen tres
términos: el primero representa la tendencia de un individuo
a seguir explorando en la misma dirección (inercia) [24];
el segundo representa la tendencia a permanecer próximo
a posiciones que le dieron buen resultado anteriormente;
mientras que el tercer término representa la influencia que
ejercen el resto de las partı́culas o la imitación del mejor
individuo conocido por toda la población.

Vi(t+ 1) = w ∗ Vi(t)

+ c1 ∗ rand1 ∗ (pBesti −Xi(t))

+ c2 ∗ rand2 ∗ (gBesti −Xi(t))

(5)

Puesto que los vectores varı́an en cada iteración, se utili-
za la variable t para indicar la iteración a la que se hace re-
ferencia. Al valor w se lo denomina como factor de inercia.
Las constantes c1 y c2 son parámetros fijos del algoritmo,
conocidas como constantes de aceleración, y normalmen-
te tienen el mismo valor. Los factores rand1 y rand2 son
números aleatorios entre 0 y 1. La variable, gBesti (el me-
jor global) se corresponde con el valor de la mejor solución
encontrada hasta el momento por las demás partı́culas.

Cuando la velocidad de todas las partı́culas se ha actua-
lizado, se suma con la posición actual de la partı́cula para
moverla a su nueva posición en la siguiente iteración, según
la Ecuación 6.

Xi(t+ 1) = Xi(t) + Vi(t+ 1) (6)

Existen muchos trabajos relacionados con la elección de
los valores w, c1 y c2, que son crı́ticos para la convergencia
del algoritmo [7] [26].

En [24] se concluye que cuando el valor de w es pe-
queño, el algoritmo realiza una búsqueda más localizada y
depende fuertemente de la inicialización. A medida que cre-
ce este valor, las búsquedas son más amplias, pero hay más
dificultad en encontrar el óptimo. Ası́ mismo, se propone el
uso de un valor de w decreciente con el tiempo. Con pos-
terioridad, esta propuesta se analizó de forma detallada en
[25] y en [32], concluyéndose que si w es creciente o decre-
ciente depende fuertemente del problema a resolver.

3.2. PSO Binario

Posteriormente, en [12] los autores proponen una versión
binaria del algoritmo, con el objetivo de extender el campo
de aplicación a problemas de optimización combinatoria.
La modificación propuesta afecta a la codificación de las
partı́culas, y a la fórmula de actualización de la posición. En
esta variante, la velocidad es utilizada como entrada de una
función sigmoide que indica la probabilidad que la posición
tome el valor 1. Luego, se genera un nuevo número aleatorio
y la nueva posición de la partı́cula se determina según la
ecuación 7.

Un pseudocódigo del PSO Binario se muestra en el al-
goritmo 1:

Xi(t+ 1) =

{
1, si rand() < sig(Vi(t+ 1))
0, en otro caso. (7)

3.3. Vinculación con SMA

En nuestro enfoque existe una relación uno a uno en-
tre un agente y una partı́cula. A su vez, cada uno de estos
agentes está identificado con una posible solución del pro-
blema de optimización. Son necesarios dos tipos de agentes
en nuestro modelo: Swarm y Partı́cula. El primero -de única
instancia en la simulación- es el responsable de la creación
de todas las instancias del agente Partı́cula definidas en la
población y que son requeridas por el problema. El número
de instancias varı́a según las restricciones del problema, y
es mayor cuando el sistema no realiza una adecuada explo-
ración del espacio del problema. Además, Swarm recibe los
valores de la posición actual de cada partı́cula. En cuanto al
agente Partı́cula, éstos reciben los valores de inicialización
de parte del agente Swarm, y una vez obtenido este valor,
calculan su vector velocidad Vi, su nueva posición Xi y fi-
nalmente su valor de fitness xi. Este último valor es de-
vuelto al agente Swarm para que determine cuál es el nuevo
óptimo del conjunto de partı́culas instanciadas.



Tabla 1. Resultados del Sistema de Partı́culas para el problema propuesto

Tipo m n Optimo Partı́culas Iteraciones Parámetros Obtenido t[s] Confiabilidad

A 3 12 0,658656 100 500 [0.8,1.5];1.43;1.43 0,658656 103,647 100 %
A 4 10 0,497642 200 500 [0.8,1.5];1.43;1.43 0,497642 179,728 100 %
A 5 10 0,544364 100 500 [0.8,1.5];1.43;1.43 0,544364 110,952 100 %
A 3 15 0,871947 100 500 [0.8,1.5];1.43;1.43 0,871947 103,558 100 %
A 4 12 0,628255 200 500 [0.8,1.5];1.43;1.43 0,628255 188,168 100 %

B 3 12 0,543980 500 1000 [1.9,1.2];1,30;1.30 0,543980 908,177 100 %
B 4 10 0,614256 100 500 [1.9,0.7];1.30;1.30 0,614256 99,546 90 %
B 5 10 0,542515 600 1000 [1.9,1.5];1,30;1.30 0,542515 1145,751 80 %
B 3 15 0,675879 100 1000 [1.9,0.7];1.30;1.30 0,675879 195,993 80 %
B 4 12 0,606471 200 500 [1.9,0.7];1,30;1.30 0,606471 178,618 100 %

C 3 12 0,564030 100 1000 [1.9,0.7];1,30;1.30 0,564030 157,779 100 %
C 4 10 0,459722 200 1000 [1.9,0.7];1,30;1.30 0,459722 349,569 90 %
C 5 10 0,473988 200 1500 [1.9,0.7];1,30;1.30 0,473988 499,459 90 %
C 3 15 0,535528 300 1000 [1.9,0.7];1,30;1.30 0,535528 496,029 80 %
C 4 12 0,501473 600 1000 [1.9,1.2];1,30;1.30 0,501473 1049,213 90 %

D 3 12 0,277288 100 1000 [1.9,0.7];1,30;1.30 0,277288 197,566 100 %
D 4 10 0,284239 1000 500 [1.9,1.2];1,30;1.30 0,284239 1318,644 90 %
D 5 10 1,106979 300 1000 [1.9,0.7];1,30;1.30 1,106979 546,871 100 %
D 3 15 0,308865 200 1000 [1.9,0.7];1,30;1.30 0,308865 356,877 80 %
D 4 12 0,284524 300 2000 [1.2,1.9];1,30;1.30 0,284524 1052,803 50 %

Data: Pop
Result: la mejor solución encontrada
Pop = CrearPoblacion(N);
while no se alcance la condición de terminación do

for i = 1 to size(Pop) do
Evaluar Partı́cula Xi de Pop;
if fitness(Xi) es mejor que fitness(pBesti)
then

pBesti = Xi;
fitness(pBesti) = fitness(xi);

end
end
for i = 1 to size(Pop) do

Elegir gBesti;
Calcular nuevo Vi;
for d = 1 to n do

if rand() < sig(Vid) then
Xid = 1

end
else

Xid = 0
end

end
end

end
Algoritmo 1: Pseudocódigo del Algoritmo PSO
Binario

4. Metodologı́a y Resultados

En la sección 2.1 se detalló la variante del GAP que se
pretende resolver, y las pruebas realizadas se basaron en las
instancias disponibles en [1]. Las mismas son idénticas a las
que se pueden encontrar en la literatura [6, 31], pero de me-
nor tamaño. Las instancias utilizadas pertenecen a los tipos
A, B, C y D; siendo las de tipo D las más difı́cil de resol-
ver porque cij y aij son inversamente proporcionales. En
total se cuentan con 20 instancias diferentes de complejidad
media que resultan representativas del conjunto total.

Las pruebas se realizaron en una PC con un microproce-
sador Intel Core i7-5500U @2.4 GHz, con 6 GB de memo-
ria RAM y un sistema operativo de 64 bits. Para cada ins-
tancia se realizaron diez ejecuciones del algoritmo de PSO,
independientes entre sı́, y los resultados obtenidos se resu-
men en la Tabla 1.

En dicha Tabla, las columnas Tipo, m y n, hacen referen-
cia al tipo de instancia utilizado, su cantidad de ingenios y
su cantidad de parcelas, respectivamente. La columna Ópti-
mo indica el máximo valor obtenido para cada instancia me-
diante un algoritmo de fuerza bruta [17]. Luego, las siguien-
tes columnas muestran la cantidad de partı́culas usadas en el
sistema, la cantidad de iteraciones efectuadas, y parámetros
especı́ficos del PSO. En particular, en la columna Paráme-
tros se pueden identificar los tres valores que identifican al
Sistema de Partı́culas, separados por punto y coma: el rango
en el cual varı́a el parámetro w, y los valores de los paráme-



tros c1 y c2, que son siempre iguales.
La siguiente columna de la Tabla, Obtenido, muestra el

mejor valor obtenido mediante el algoritmo propuesto. Es
importante destacar que para todas las instancias, el máxi-
mo valor obtenido coincide con el valor óptimo de referen-
cia. Finalmente, las últimas dos columnas indican el tiempo
promedio requerido por las ejecuciones y el porcentaje de
las ejecuciones en las que el sistema encontró el valor ópti-
mo de referencia. Este valor idealmente deberı́a ser 100 %,
pero por las caracterı́sticas del algoritmo, es probable que
a veces las partı́culas se queden estancadas en un máximo
local y no encuentren el máximo global. Puede observarse
que para todas las instancias este valor es igual o superior
al 80 %, a excepción de la instancia de Tipo D, con 4 inge-
nios y 12 parcelas, en la que pudo obtenerse el valor óptimo
solamente en el 50 % de las pruebas.

5. Conclusiones

En este trabajo se introdujo una nueva técnica heurı́stica,
que es la combinación de un Sistema de Cúmulo de Partı́cu-
las Binario usando Sistemas Multiagentes, para resolver una
variante no lineal del Generalized Assignment Problem. Di-
cha variante tiene como objetivo la optimización de la dis-
tribución de la caña de azúcar en la provincia de Tucumán,
Argentina.

Se realizaron 200 pruebas con ese algoritmo sobre un
conjunto de instancias particular para el problema, y pudo
alcanzarse el resultado óptimo el 91 % de las veces. De los
resultados obtenidos, se puede concluir que este algoritmo
hı́brido resuelve el problema planteado, encontrando el va-
lor óptimo para todas las instancias, en la mayorı́a de las
veces, y en tiempos aceptables.

Una posible continuación del trabajo consiste en repetir
las pruebas pero utilizando instancias más grandes del pro-
blema. Si bien la escalabilidad de los SMA es ampliamente
conocida, en este caso la necesidad de particulas del PSO
hace que la escalabilidad sea compleja debido al numero de
particulas necesaria.
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